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Распознавание состояния технического объекта во время его функционирования обеспечивает ран-

нее обнаружение неисправностей и их устранение в процессе обслуживания. Часто диагностика сво-

дится к разделению состояний объекта на два класса: исправное и неисправное. При решении такой 

задачи могут быть использованы методы машинного обучения, предназначенные для бинарной клас-

сификации.  

В данной статье в качестве исходных данных рассматриваются известные результаты (прецеденты) 

оценки состояния системы: при заданных значениях контролируемых показателей техническая система 

исправна или неисправна. Используется множество различных подходов к бинарной классификации: 

классические статистические модели, методы, специально ориентированные на машинное обучение, 
композиционные методы и другие. Для повышения качества прогнозирования может быть использован 

агрегированный подход – комбинация нескольких методов классификации.  

Разработанная в среде Matlab программа обеспечивает прогнозирование состояния системы по за-

данным показателям ее функционирования. Пользователь имеет возможность выбрать объем контроль-

ной выборки, метод обучения, критерии качества распознавания.  

Было проведено численное исследование на двух примерах. Оценивалась исправность гидроагре-

гата по критерию стабильности вибраций по результатам мониторинга показаний датчиков, установ-

ленных в различных точках. Наилучшим оказался агрегированный классификатор, включающий гра-

диентный бустинг и логистическую регрессию. При анализе исправности системы водоочистки по по-

казателям качества питьевой воды максимальное значение F-критерия имело место при агрегировании 

нейронной сети и бэггинга деревьев решений. 
Ключевые слова: техническая диагностика, бинарная классификация, агрегированный подход, 

Matlab, гидроагрегат, система водоочистки, F-критерий. 
 

Обеспечение безопасности и надежности 

сложных и дорогостоящих технических систем 

обусловливает необходимость проведения диа-

гностики во время их функционирования. Это 

дает возможность как можно раньше обнару-

жить неисправности и устранить их в процессе 

обслуживания. Например, состояние двигателя 

диагностируется по расходу топлива, темпера-

туре газов, уровню шума и вибрации, составу 

выпускных газов, зазору между цилиндром и 

поршнем, зазору между шейками коленчатого 

вала и подшипниками и по другим показате- 

лям [1]. Имея числовые значения этого набора 

показателей, необходимо оценить, исправен 

двигатель или необходима его остановка для 

обслуживания. При этом имеется риск ложной 

тревоги (когда исправный объект будет при-

знан неисправным) или, наоборот, пропуска 

цели, при котором неисправный объект счита-

ется исправным. 

Часто диагностика сводится к разделению 
состояний объекта на два класса: исправное и 

неисправное. При решении такой задачи могут 

быть использованы методы машинного обуче-

ния, или обучения по прецедентам (с учите-

лем), а именно методы, предназначенные для 

бинарной классификации. В качестве исход-

ных данных рассматриваются известные ре-

зультаты (прецеденты) оценки состояния си-

стемы: исправна или неисправна техническая 

система при заданных значениях контролируе-

мых показателей. Таким образом, имеются 

множество ситуаций с заданными показате-

лями и множество возможных состояний си-

стемы, которые в совокупности образуют ис-

ходную выборку. Эту выборку разбивают на 

две части: обучающую и контрольную. Обуча-

ющая часть предназначена для построения мо-

делей, с помощью которых объекты разделя-

ются на исправные и неисправные.  

Предполагается, что существует некоторая 

зависимость между показателями функциони-

рования объекта и его состояниями. На основе 
исходных данных требуется восстановить эту 
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зависимость, то есть построить алгоритм, спо-

собный для заданного набора показателей 

функционирования объекта выдать достаточно 

точный ответ о его состоянии. Качество клас-

сификации с помощью полученных моделей 

оценивается по контрольной выборке.  

 
Постановка задачи 

 
Исходные данные для диагностики состоя-

ния объекта представляются в виде матрицы Х 

показателей функционирования системы, эле-

менты которой xij – результат i-го наблюдения 

по j-му показателю, i = 1, …, l, j = 1, …, р (l – 

количество строк, или число наблюдений, р – 

количество столбцов, или число показателей), 

и вектора-столбца ответов Y, состоящего из 

единиц для тех опытов, в которых объект ис-

правен, и нулей при неисправном объекте. 

Каждой строке xi матрицы Х соответствует 

определенное значение yi вектора Y. Совокуп-

ность пар (xi, yi) образует выборку исходных 

данных – прецедентов. 

Задача состоит в построении модели a(x, w), 

которая предскажет ответ Y для любого задан-

ного Х [2–4]. Обычно используются линейные 

модели:  

a(x, w) = w0 + w1x1 +…+ wр xр,    (1)  

где w = (w0 w1 … wр) – вектор параметров мо-

дели. В задачах бинарной классификации часто 

вместо нуля и единицы используют множество 

ответов Y = {–1; +1}. В этом случае модель ал-

горитма примет вид: 

 
0

( , )
p

j j
j

a x w sign w x


   (x0 = 1).    (2) 

Параметры wj подбираются по исходным 

данным; процесс подбора параметров называ-

ется обучением алгоритма. Найденные пара-

метры должны обеспечить оптимальное значе-

ние некоторого функционала качества. Часто 

минимизируется функционал ошибок (это 

среднее количество несовпадений фактиче-

ского состояния i-го объекта yi и прогнозируе-

мого a(xi) по модели (2)): 

1 1

1 1
( , ) ( , ) [ ( ) ] min .

l l

i i i
i i

Q a X L a x a x y
l l 

     (3) 

Здесь L(a, xi) называют функцией потерь, 

она фиксирует наличие несовпадения опыт-

ного значения состояния объекта для задан-

ного множества показателей функционирова-

ния xi (строки матрицы Х) со значением, про-

гнозируемым по построенному алгоритму a(xi). 

Используются и другие функционалы для 

оценки качества классификации. В частности, 

F-критерий является гармоническим средним 

точности и полноты [5]: 

F = 2PR/(P + R),        (4) 

где точность  

P = tp/(tp + fp)         (5) 

и полнота  

R = tp/(tp + fn)         (6) 

оцениваются по количеству правильно класси-

фицированных исправных состояний tp, коли-

честву неправильно классифицированных ис-

правных состояний fp и количеству непра-

вильно классифицированных неисправных 

состояний fn. F-критерий в отличие от функци-

онала ошибок объективно оценивает качество 

классификации при несбалансированных клас-

сах (преобладание количества значений одного 

из классов над другим). Эта ситуация харак-

терна для технических систем: неисправных 

состояний в исходной выборке обычно значи-

тельно меньше исправных. 

Еще одним функционалом качества может 

быть площадь под ROC-кривой (receiver 

operating characteristics) – AUC (area under the 

curve) [6]. ROC-кривая образуется, если по оси 

абсцисс отложить значения fp(c), а по оси ор-

динат tp(c), где c – некоторый порог. Площадь 

под ROC-кривой позволяет оценить модель в 

целом, не привязываясь к конкретному порогу. 

Критерий AUC, как и F-критерий, устойчив к 

несбалансированным классам и может быть 

интерпретирован как вероятность того, что 

случайно выбранный объект из класса 1 будет 

иметь значение вероятности ближе к 1, чем 

случайно выбранный объект из класса 0. 

 

Методы машинного обучения 

 

Данные методы применяются в самых раз-

ных областях деятельности. Используется мно-

жество различных подходов к классификации, 

в частности, к бинарной. Это и классические 

статистические модели (наивный байесовский 

классификатор, дискриминантный анализ, ло-

гистическая регрессия и другие) [1–4], и ме-

тоды, специально ориентированные на машин-

ное обучение (например, нейронные сети, ме-

тод опорных векторов), композиционные 

методы (бэггинг, бустинг в различных вариан-

тах [7–10]) и другие.  

Проблема состоит в том, что нельзя заранее 

определить, какой из выбранных методов обес-

печит решение задачи с необходимой точно-

стью, поэтому часто используются различные 

методы или их комбинации, а решение о при-
менении принимается по результатам исследо- 
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вания функционала качества для контрольной 

выборки. В статье [11] для повышения качества 

прогнозирования предложен агрегированный 

подход – использование комбинации несколь-

ких методов классификации. Эти результаты 

были подтверждены экспериментально и для 

задач технической диагностики [12–14]. 

В агрегированном подходе в отличие от 
композиционных методов совместно использу-

ются различные методы классификации, по-

строенные на обучающей выборке. Для дости-

жения наилучшего результата используется 

полный перебор наборов из всех H используе-

мых базовых методов. Тогда, например, при  

H = 2 получим три набора: два базовых и один 

агрегированный; при Н = 3 наборов уже семь: 

три базовых, три агрегированных по два базо-
вых и один агрегированный из всех трех базо-

вых методов. Нетрудно заметить, что в общем 

случае число наборов равно 2Н – 1. Для форми-

рования единого решения об исправности объ-

екта рассмотрим агрегирование результатов по 

среднему значению, по медиане и с помощью 

процедуры голосования. 

Пусть ˆ ( )
K r

P X  – вероятность того, что r-й 

объект исправен, найденная с помощью K-го 

базового метода, K = 1, …, H. Тогда при агре-

гировании по среднему значению 

1

ср.

ˆ ( )
ˆ ( )

H

К r
K

АК r

P X

P X
H




 ,      (7) 

где ср.
ˆ ( )

АК r
P X  – вероятность того, что r-й объ-

ект исправен. 

При агрегировании по медиане вначале сле-

дует ранжировать ряд, содержащий результаты 

базовых методов в наборе. При нечетном числе 
базовых методов вероятность того, что r-й объ-

ект исправен:  

мед. 1

2

ˆ ˆ( ) ( ).
АК r H r

P X P X


       (8) 

В случае четного числа базовых методов со-

ответствующая вероятность находится как по-

лусумма результатов срединных значений. 

Результат агрегированного метода класси-

фикации по голосованию представляет собой 
среднее значение результатов базовых мето-

дов, которые определили исправность объекта 

c вероятностью, например, не ниже 0,1:  
ˆ ( ) 0,1
К r

P Х  ,         (9) 

в противном случае вероятность того, что r-й 
объект исправен, равняется нулю. 

Для оценки качества полученной модели с 

использованием кросс-валидации исходная вы- 
борка разбивается на N частей: (N – 1) часть ис- 

пользуется для обучения, одна – для контроля. 

Последовательно перебираются все варианты. 

Для каждого разбиения вычисляется критерий 

качества (3)–(6).  
 

Программа диагностики состояния  

технического объекта  

методами машинного обучения 
 

Практическая реализация методов машин-

ного обучения возможна на базе библиотеки 

инструментов Statistics and Machine Learning 

Toolbox в пакете Matlab. С учетом целей иссле-

дования была разработана программа, обеспе-

чивающая:  

 использование различных базовых мето-

дов (включая композиционные), а также по-

строение агрегированных классификаторов; 

 применение различных критериев каче-

ства классификации: доли ошибок на кон-

трольной выборке, F-критерия, площади AUC 

под ROC-кривой и других; 

 изменение объема контрольной выборки 

(в статье [12] показано, что, варьируя объем 

контрольной выборки, можно существенно по-

высить качество классификации). 

Файл исходных данных представляет собой 

таблицу, в которой в первом столбце приве-

дены значения у, а в остальных р столбцах – 

значения показателей х функционирования 

объекта для каждого из l наблюдений. После 

загрузки файла (рис. 1) вводится объем кон-

трольной выборки в процентах от общего 

числа наблюдений (по умолчанию 10 %). 

Нажав кнопку Разделить выборку, можно про-

смотреть на экране обучающую и контрольную 

(тестовую) части выборки.  

После нажатия кнопки Методы открыва-

ется окно с перечнем используемых методов в 

левой части окна и формой для вывода резуль-

татов в правой (рис. 2). Устанавливается порог, 

определяющий, при каких значениях вероятно-

сти того, что объект исправен, его следует от-

носить к действительно исправным (по умол-

чанию при р > 0,5 y = 1, в противном случае  

y = 0). Пользователь выбирает интересующие 

его методы классификации (11 базовых и 3 аг-

регированных (7)–(9)). По мере нажатия кно-

пок с выбранным методом в правой части окна 

выводятся характеристики качества классифи-

кации. Кроме F-критерия и значения AUC, 

можно вывести процент ошибок и дисперсию 

по кросс-валидации, процент ошибок по кон-

трольной выборке, значения точности и пол-

ноты.  

http://matlab.ru/products/statistics-toolbox
http://matlab.ru/products/statistics-toolbox
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Пользователь выбирает метод машинного 

обучения, который в наилучшей степени соот-

ветствует поставленной задаче (например, по 

максимуму F-критерия (рис. 2) выбирается 

АМ-С = МОВ + GrB + БДР + LB: агрегирован-

ный метод по среднему значению, включаю-

щий сочетание метода опорных векторов, гра-

диентного бустинга, бэггинга деревьев реше-

ний и LogitBoost). 

Для диагностики состояния объекта при но-

вых значениях контролируемых показателей 

эти значения вводятся из файла, программа 

рассчитывает прогнозируемую исправность 

объекта по выбранному методу машинного 
обучения.  

На рисунке 3 показана блок-схема про-

граммы. 

Разработанный программный продукт 

имеет следующие характеристики: тип опера-

ционной системы – Windows7 и выше; среда 

разработки – MatlabR2016a; размер програм- 

мы – 152 Кб. 

 

Численное исследование 

 

Оценивалась исправность гидроагрегата по 

критерию стабильности вибраций [15] на осно-

вании результатов мониторинга показаний  

10 датчиков, установленных в различных точ-
ках. Исходная выборка включала результаты 

 
 

Рис. 1. Загрузка файла данных и разделение выборки на обучающую и контрольную (тестовую) 
 

Fig. 1. Data file download and sample division into training and control (test) 
 

 
 

Рис. 2. Вывод результатов расчета 
 

Fig. 2. The output of the calculation results 
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5 000 наблюдений. Наилучшим оказался агре-

гированный классификатор по медиане, вклю-

чающий градиентный бустинг и логистиче-

скую регрессию, при этом объем контрольной 

выборки был равен 20 %, значение F-критерия 

составило 0,904. 

В другом опыте при анализе исправности 

системы водоочистки по восьми показателям 

качества питьевой воды использовались ре-

зультаты 1 557 наблюдений (исправное состоя-

ние в 1 204 случаях). Максимальное значение 

F-критерия 0,881 имело место при агрегирова-

нии нейронной сети и бэггинга деревьев реше-

ний, при этом объем контрольной выборки со-

ставил 10 %. 

 

Заключение 

 

Разработанная программа диагностики со-

стояния технического объекта методами ма-

шинного обучения обеспечивает прогнозиро-

вание исправности системы по заданным пока-

зателям ее функционирования. Пользователь 

имеет возможность выбрать объем контроль-

ной выборки, метод обучения, критерии каче-

ства распознавания. При этом необходимо 
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Рис. 3. Блок-схема алгоритма 
 

Fig. 3. A algorithm flow chart 
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предварительно сформировать выборку исход-

ных данных по результатам предшествующей 

работы объекта.  

 

Исследование выполнено при финансовой 
поддержке РФФИ и Правительства Улья-

новской области, грант № 18-48-730001. 
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Abstract. State identification of a technical object during its operation enables early detection of malfunc-

tion and in-service repair. The diagnostics is frequently confined to splitting object states into two classes: a 

healthy and failure state. When solving this problem, it is possible to use machine learning methods for binary 

classification.  

The basic data in this paper are the known results (precedents) of a system state evaluation: the technical 

system is nonfaulty or faulty with predetermined values of monitored indicators. There are many different 

approaches to binary classification. They are classical statistical models, methods focusing on machine learn-
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ing, composite methods and others. In order to improve quality of forecasting, it is appropriate to use an ag-

gregated approach that is a combination of several classification methods.  

The program developed in Matlab allows forecasting a system state by its predetermined operation indica-

tors. The user may select a validation set volume, a learning method, and recognition quality criteria.  

The authors have conducted a numerical study on two examples. The evaluation of a hydraulic unit good 

condition has taken into account a vibration stability criterion according to the results of monitoring sensors 

installed in various places. The aggregated classifier which includes gradient boosting and logistic regression 

showed the best result. In analysis of water treatment system in respect to drinking water quality, the maximum 

F-criterion value was when aggregating a neural network and bagging of decision trees. 
 
 

Keywords: technical diagnostics, binary classification, aggregated approach, Matlab, hydraulic unit, water 

treatment system, F-criterion. 
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