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Аннотация. Предметом исследования является автоматическая классификация объектов радиолокационного 

наблюдения в обзорных импульсно-доплеровских РЛС. Они функционируют в условиях ограниченного времени 

наблюдения, высокой плотности помех и значительного перекрытия признаковых пространств между объектами 

различной физической природы. Особое внимание уделено распознаванию малоразмерных и слабоотражающих 

целей с неэффективной поверхностью рассеяния, таких как беспилотные летательные аппараты и птицы. Предло-

жен подход, основанный на использовании нейросетевого классификатора типа многослойного перцептрона пря-

мого распространения, обучаемого на расширенном признаковом пространстве, включающем кинематические, 

статистические и амплитудные характеристики. Для повышения обобщающей способности модели использована 

комбинированная обучающая выборка, включающая реальные траектории, синтетически сгенерированные данные 

с применением методов аугментации и результаты статистического моделирования. Статистические признаки рас-

считывались в скользящем временном окне. Точность классификации по итогам тестирования составила 96 %, при 

этом устойчивость модели к шумам и вариативности траекторных данных была подтверждена эмпирически. Про-

веден комплексный анализ значимости признаков: на этапе проектирования сети выполнена априорная оценка их 

информативности, а после обучения реализован апостериорный анализ их вкладов с использованием модифици-

рованного алгоритма Гарсона. Полученные результаты позволили обосновать минимально необходимый и физи-

чески интерпретируемый состав признаков, обеспечивающий максимальную селективность модели при допусти-

мой вычислительной сложности. Все этапы построения модели, формирования признакового пространства и обу-

чения реализованы в среде MATLAB с использованием пакетов Neural Network Toolbox, Deep Learning Toolbox  

и Signal Processing Toolbox. Это позволило обеспечить воспроизводимость, адаптивность и техническую примени-

мость разработанного решения. Практическая значимость работы заключается в возможности интеграции разра-

ботанного алгоритма в существующие РЛС без необходимости глубокой аппаратной модернизации, что делает 

данный подход актуальным для задач адаптивного распознавания в условиях реального времени. 
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Введение. Повышение эффективности ав-

томатического распознавания целей в обзор-

ных импульсно-доплеровских РЛС остается 

одной из ключевых задач научных исследова-

ний. В частности, в последние годы особое вни- 

мание уделяется распознаванию целей с малой 

эффективной поверхностью рассеяния, таких как 

беспилотные летательные аппараты (БПЛА)  

и птицы. Традиционные методы радиолокаци-

онного распознавания, основанные на кинема-

тических характеристиках сигнала, обладают 

ограниченной информативностью при выделе-

нии малоразмерных объектов [1, 2]. Вместе  

с тем исследования последних лет показывают, 

что использование дополнительных признаков 

движения и алгоритмов машинного обучения, 

позволяет достичь более надежного разделения 

БПЛА и птиц, несмотря на схожесть их радио-

локационных характеристик [3, 4]. Ошибки при 

классификации указанных целей могут приво-

дить к критическим последствиям: от увеличе-

ния числа ложных тревог до снижения эффек-

тивности систем ПВО вследствие нецелевого 

расхода боекомплекта. При этом традицион-

ных классифицирующих признаков (полная 

скорость, высота полета и эффективная по-
верхность рассеяния (ЭПР) в условиях значи-

тельного пересечения признаковых пространств 

таких целей и ограниченного временного окна 

наблюдения) зачастую оказывается недостаточно. 



Программные продукты и системы / Software & Systems                 38(4), 2025 

 683 

Современные подходы к решению задачи 

классификации целей в обзорных РЛС условно 

можно разделить на три основные категории: 

методы, связанные с построением радиолока-

ционных портретов целей, использующие сверх- 

разрешение по дальности и угловым координа-

там, методы спектрального анализа, опираю-

щиеся на микродоплеровский эффект, а также 

классические методы, основанные на анализе 

траекторных признаков движения целей. 

Методы классификации на основе даль-

ностных портретов или двумерных радиолока-

ционных изображений, как показано в рабо- 

тах [3, 5, 6], позволяют эффективно выделять  

и классы, и типы целей, используя геометриче-

ские и энергетические параметры рассеяния. 

Они обеспечивают высокую точность, даже  

в условиях вариативности ракурсов и шумов, 

что делает их использование в обзорных РЛС 

весьма перспективным [6]. 

Однако формирование дальностных или 

двумерных радиолокационных портретов с до-

статочным уровнем детализации требует не 

только специфических условий наблюдения 

(стабильность цели, длительное когерентное 

накопление сигнала), но и специализированной 

аппаратной реализации. В частности, для полу-

чения высокого разрешения по дальности, не-

обходимого для выделения характерных кон-

структивных элементов малоразмерных целей, 

требуются широкополосные или многочастот-

ные зондирующие сигналы [5]. Разрешающая 

способность таких систем должна составлять 

единицы или десятки сантиметров, что недо-

стижимо для типовых импульсно-доплеров-

ских РЛС, работающих с шириной полосы про-

пускания, обеспечивающей разрешение на уров- 

не метров или десятков метров. 

Несмотря на высокую эффективность дан-

ных методов, их практическое применение 

ограничено специализированными РЛС, та-

кими как системы с синтезированной [6] или 

инверсной синтезированной апертурой, спо-

собными обеспечивать необходимые пара-

метры пространственной когерентности и сиг-

налов. Для обзорных РЛС общего назначения, 

выполняющих задачи кругового обзора и со-

провождения множества динамически движу-

щихся целей, применение подобных методов 

либо требует существенной модификации ап-

паратно-программного комплекса, либо оказы-

вается нерентабельным и технически трудно-

реализуемым. 

В ряде работ для решения задачи классифи-

кации целей предлагается извлекать спектраль- 

ные признаки, отражающие колебательные  

и вращательные компоненты в движении со-

провождаемых воздушных объектов [7–9]. Эти 

признаки продемонстрировали высокую селек-

тивность при классификации целей с винтовым 

(микродоплеровским) эффектом, в том числе 

при дифференциации дронов и птиц [7]. 

Однако микродоплеровский эффект в усло-

виях реальных радиолокационных измерений  

в импульсно-доплеровских РЛС проявляется 

не всегда. Одним из необходимых условий его 

появления является высокое отношение сигнал/ 

шум радиолокационного сигнала, поскольку 

размытость спектра становится различимой 

только при достаточной энергетике отражен-

ного сигнала. В случае наблюдения объектов  

с малой ЭПР на больших дистанциях уровень 

сигнал/шум оказывается недостаточным, что 

приводит к деградации информативности спек-

тральных признаков. 

Следует также отметить, что для надежного 

извлечения микродоплеровских признаков необ- 

ходимо длительное накопление сигнала, что тре- 

бует наличия когерентной обработки, увели-

ченной полосы пропускания и высокой ста-

бильности приемо-передающих трактов. Это 

предполагает существенную модификацию ар-

хитектуры стандартной импульсно-доплеров-

ской РЛС, в том числе переход к широкополос-

ной обработке и перераспределению вычис- 

лительных ресурсов. При этом извлечение 

спектральных признаков, как правило, осу-

ществляется на этапе первичной обработки 

сигнала, часто реализуемой в РЛС на програм-

мируемых логических интегральных схемах, 

которые имеют ограничения по объему доступ-

ной памяти и возможностям длительного хра-

нения и интеграции данных. 

Наконец, основным методом классифика-

ции целей по полученным микродоплеровским 

признакам являются сверточные нейронные 

сети [9], относящиеся к классу сетей глубокого 

обучения, содержащие десятки слоев нейронов 

и сотни тысяч подстраиваемых в процессе обу-

чения весов. Реализация таких сетей в РЛС тре-

бует значительных вычислительных ресурсов. 

Несмотря на успехи методов распознава-

ния, основанных на использовании спектраль-

ных и радиолокационных портретов целей, не 

утратили своей актуальности и классические 

методы, базирующиеся на использовании тра-

екторных признаков и ЭПР. 

Так, в работах [10–12] показана эффектив-

ность использования параметров движения 

(скорость, ускорение, высота, угол поворота  
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и т.п.) при классификации воздушных и других 

типов целей. Например, в работе [13] приме-

нены методы главных компонент и опорных 

векторов на базе пяти признаков, полученных 

из 1 192 траекторий дронов и птиц. Точность 

классификации в этом случае не превысила 80 %, 

что авторы связывают с ограниченностью на- 

бора признаков и размеров выборки, а также  

с простотой алгоритма распознавания. 

В работах других исследователей [12, 14] 

продемонстрировано улучшение результатов 

классификации за счет включения статистиче-

ских признаков, таких как среднеквадратичное 

отклонение (СКО), составляющих скорости 

или ускорения. Однако следует отметить, что  

в этих работах исследования проводились с ис-

пользованием двухкоординатных РЛС, не обла- 

дающих возможностью измерения вертикальных 

составляющих координат, скоростей и ускоре-

ний. В результате наиболее информативные 

признаки, связанные с поведением цели в вер-

тикальной плоскости, не использовались. При 

этом в [15] было показано, что именно СКО 

вертикальных составляющих скорости и уско-

рения обладают более высокой информативно-

стью по сравнению с горизонтальными состав-

ляющими при распознавании слабоотражающих 

воздушных целей, таких как птицы и БПЛА. 

Это связано с характерными особенностями 

движения таких целей в вертикальной плоско-

сти: нерегулярные колебания у птиц и более ста-

бильные траектории у управляемых БПЛА [13]. 

Таким образом, методы, опирающиеся на 

траекторные характеристики, остаются доста-

точно востребованными за счет простоты своей 

реализации, устойчивости к шумам и имею-

щейся возможности расширения признакового 

пространства путем нахождения и включения 

новых информативных признаков. 

Целью настоящего исследования является 

разработка метода автоматической классифи-

кации воздушных объектов по радиолокацион-

ным данным в импульсно-доплеровских РЛС, 

основанного на использовании нейросетевой 

модели в виде многослойного перцептрона  

в сочетании с расширенным набором кинема-

тических, статистических и амплитудных при-

знаков. Особое внимание в работе уделяется 

обоснованию выбора признаков, формирова-

нию обучающих выборок и построению уни-

версального классификатора, адаптивного к из- 

меняющимся условиям наблюдения и разнооб-

разию классов целей. 

Формирование признакового  

пространства 

 

Для решения задачи автоматической клас-

сификации объектов в обзорной РЛС было 

сформировано признаковое пространство, вклю- 

чающее 14 признаков. Их выбор осуществ- 

лялся на основании информативности, устойчи- 

вости к шумам, простоты вычисления, а также 

способности отражать характерные особенно-

сти движения и сигнальных проявлений раз-

личных классов целей. 

Признаки условно могут быть разделены 

следующим образом: 

• кинематические – высота, полные ско-

рость и ускорение, горизонтальные и верти-

кальные составляющие скорости и ускорения, 

радиальная скорость, расстояние до цели; 

• статистические – СКО горизонтальных  

и вертикальных составляющих скорости и ус- 

корения; 

• амплитудный – ЭПР, полученная по 

уровню принятого сигнала на фиксированном 

пороге детектирования. 

Кинематические признаки описывают теку-

щее состояние движения объекта, статистиче-

ские – локальную вариативность кинемати- 

ческих характеристик, что особенно важно 

для выделения объектов с неравномерной ди-

намикой полета (например, птиц). Амплитуд-

ный признак, формируемый на основе анализа 

отраженного сигнала, позволяет непосред-

ственно учитывать не характер движения,  

а размеры целей. Представим полную струк-

туру предлагаемого признакового простран-

ства: 1 – эффективная площадь рассеяния (EPR); 

2 – полная скорость (Vp); 3 – высота (H);  

4 – полное ускорение (Ap); 5 – СКО вертикаль-

ного ускорения ( )hA ; 6 – СКО вертикальной 

скорости ( )hV ; 7 – СКО горизонтального уско-

рения ( )xyA ; 8 – СКО горизонтальной скоро-

сти ( )xyV ; 9 – вертикальная составляющая ско-

рости (Vh); 10 – горизонтальная составляющая 

скорости (Vxy); 11 – вертикальная составляющая 

ускорения (Ah); 12 – горизонтальная состав- 

ляющая ускорения (Ahy); 13 – дальность (D);  

14 – радиальная скорость (Vr). 
 

Кинематические признаки 
 

В традиционных подходах к распознаванию 

объектов по радиолокационным данным ос-

новное внимание уделялось ограниченному 
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числу траекторных признаков и ЭПР [1]. Наи- 

более распространенными из них являлись вы-

сота полета, полная скорость и ускорение. Эти 

характеристики позволяют в первом прибли-

жении разделять классы объектов по их кине-

матическому поведению и радиофизическим 

свойствам. Однако современные исследования 

и практическая эксплуатация РЛС показывают, 

что в пределах указанных признаков имеет место 

значительное пересечение признаковых про-

странств между такими классами, как БПЛА  

и птицы, самолеты и вертолеты, а также само-

леты и управляемые ракеты [15]. Все это при-

водит к ошибкам классификации и не позво-

ляет достичь общей точности распознавания, 

превышающей 80–90 %. 

В связи с этим, как было отмечено ранее, 

для повышения точности классификации тре-

буется расширение набора признаков за счет 

включения новых информативных траекторных 

характеристик, непосредственно связанных  

с классом цели, а также дополнительных при-

знаков, которые совместно с основными спо-

собны повысить информативность последних. 

В качестве новых информативных траек- 

торных признаков предлагается использовать 

вертикальную и горизонтальную составляю-

щие скорости и ускорения цели. 

Одним из траекторных параметров, повы-

шающих информативность других классифи-

цирующих признаков, является дальность, 

напрямую никак не связанная с классом сопро-

вождаемой цели. Однако в рамках задачи рас-

познавания классов сопровождаемых объектов 

дальность все-таки может быть использована 

как дополнительный косвенный признак. Со-

гласно основному уравнению радиолокации, 

мощность отраженного сигнала пропорцио-

нальна ЭПР цели и обратно пропорциональна 

четвертой степени расстояния до нее. При про-

чих равных условиях объекты с действительно 

малой ЭПР становятся невидимыми или слабо-

различимыми на больших дальностях, посколь- 

ку отраженный от них сигнал опускается ниже 

порога чувствительности приемного тракта РЛС. 

Заметим, что в отличие от достаточно точно из-

меряемой дальности сама по себе даже усред-

ненная ЭПР, рассчитываемая через амплитуду 

сильно зашумленного отраженного сигнала, 

обладает очень большой вариативностью: ее 

значения могут изменяться на 2 и даже более 

порядков. В этом случае при несоответствии 

значения ЭПР измеренной дальности, напри-

мер, когда оно слишком мало, чтобы цель 

могла быть обнаружена, алгоритму классифика- 

ции следует понизить или даже совсем исклю-

чить влияние ЭПР на принятие решения о клас- 

се сопровождаемой цели. 

Другим значимым параметром, способным 

повысить эффективность классификации с ис-

пользованием такого важного признака, как 

ЭПР, является радиальная скорость, хотя она 

тоже не является классическим траекторным 

признаком, и ее значение напрямую с классом 

цели не связано. Однако известно, что расчет-

ное значение усредненной ЭПР существенно 

зависит от изменения ракурса цели, при этом 

сам ракурс коррелирован с радиальной скоро-

стью. Например, движущаяся от РЛС цель харак- 

теризуется положительным значением ради-

альной скорости, а при ее движении на РЛС она 

имеет отрицательное значение. Наконец, при ра- 

диальной скорости, близкой к нулю, и при одно- 

временно достаточно большом значении пол-

ной скорости цель либо разворачивается, либо 

проходит мимо РЛС – в любом случае по отно-

шению к РЛС она будет располагаться боком. 

Таким образом, использование в качестве до-

полнительного признака радиальной скорости 

позволит алгоритму распознавания корректи-

ровать граничные значения ЭПР для разных 

классов целей в зависимости от их ракурса по 

отношению к РЛС. 

 

Статистические признаки 

 

Данные признаки позволяют зафиксировать 

характерные закономерности изменения дви-

жения цели во времени, которые не могут быть 

выявлены при анализе только моментальных 

текущих значений кинематических признаков. 

Поэтому, как было показано в работах [11, 12, 15], 

они обладают достаточно высокой информа-

тивностью. Так, полет птиц, как правило, со-

провождается взмахами крыльев, что приводит 

к значительным нерегулярным флуктуациям 

высоты, а также к вертикальным составляю-

щим скорости и ускорения. Известно также, 

что полет большинства видов птиц сопровож-

дается хаотическими изменениями курса в го-

ризонтальной плоскости. Напротив, БПЛА, 

управляемые автопилотом или оператором, де-

монстрируют более стабильные траектории  

с плавной динамикой как в вертикальной, так  

и в горизонтальной плоскости. Указанные раз-

личия могут быть эффективно зафиксированы 

через оценки дисперсии или СКО скорости и 

ускорения соответствующих компонент [12, 15]. 

Для расчета таких статистических призна-

ков необходимо использовать скользящее окно 
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фиксированной длины, в котором произво-

дится оценка СКО по каждой компоненте. 

Длина такого скользящего окна – критически 

важный параметр. Так, в работе [15] по резуль-

татам эмпирического анализа использовалось 

окно длиной в 20 отсчетов (измерений) при  

частоте сопровождения цели 1–2 Гц, что позво-

ляет одновременно сохранить локальную чув-

ствительность к изменениям характера движе-

ния цели, а также сгладить имеющиеся случай-

ные шумы измерений. Заметим, что в работе [16] 

в результате аналогичного исследования был 

получен график, из которого следует, что наи- 

лучшие результаты классификации целей по 

статистическим признакам получаются при 

размере скользящего окна, близкого к 20 отсче-

там. При этом уменьшение длины окна резко 

снижает качество классификации, а его увели-

чение практически не повышает его. 

На рисунке 1 представлены типовые гис- 

тограммы распределения СКО вертикальной  

и горизонтальной составляющих скорости БПЛА 

и птиц, построенные на основе 20 реальных 

траекторий каждого вида целей. Показано, что 

эти гистограммы хорошо аппроксимируются 

логнормальной плотностью распределения. Кро- 

ме того, из рисунка хорошо видно, что макси- 

мумы гистограмм птицы сдвинуты в сторону 

больших значений относительно максимумов 

гистограмм БПЛА. Это подтверждает инфор-

мативность данных статистических признаков 

относительно этих классов целей. 

 

Описание экспериментов и их результаты 

 

В качестве классификатора была выбрана 

нейросетевая модель в виде многослойного пер-

цептрона прямого распространения (МППР). 

Такая архитектура обладает достаточной ап-

проксимирующей способностью для модели-

рования нелинейных зависимостей между при-

знаками и классами целей при сохранении уме-

ренной вычислительной сложности. В модели 

реализованы два скрытых слоя, содержащих 28 

и 14 нейронов с сигмоидальной функцией ак-

тивации. Выходной слой состоит из 6 нейронов 

(по числу распознаваемых классов целей) и ис-

пользует функцию активации softmax [17], 

обеспечивающую вероятностную интерпрета-

цию выходов в многоклассовой постановке за-

дачи классификации. 

Архитектура данной сетевой модели пред-

ставлена на рисунке 2. 

Обучение модели проводилось на совокуп-

ности реальных и синтетически сгенерирован-

ных (суррогатных) данных для шести классов 

  
 

Рис. 1. Распределения статистических признаков БПЛА и птиц 
 

Fig. 1. Distributions of statistical features for UAVs and birds 
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Рис. 2. Архитектура предлагаемой нейросетевой модели МППР 
 

Fig. 2. Architecture of the proposed neural network model: MLP 
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сопровождаемых объектов: БПЛА, птицы, са-

молеты, вертолеты, ракеты и наземные объ-

екты. При этом синтетические траектории ге-

нерировались на основе реальных методами 

аугментации [17], то есть с помощью поворо-

тов, растягиваний и сжатий. Кроме того, синте-

тические данные для обучения нейросети гене-

рировались не только в виде траекторий, но и  

в виде отдельных измерений с использованием 

статистической модели, построенной на основе 

информации о диапазонах варьирования отдель- 

ных признаков для различных типов целей,  

а также экспериментально полученных законов 

распределения этих признаков (см. рис. 1). Такой 

подход позволил сформировать репрезентатив-

ную и сбалансированную обучающую выборку, 

расширив покрытие пространства возможных 

траекторий и классифицирующих признаков, 

следовательно, повысив обобщающую способ-

ность классификатора. 

Необходимо отметить, что для классифика-

ции радиолокационных целей по траекторным 

параметрам предпринимались попытки исполь- 

зования нейросетей глубокого обучения – ре-

куррентных [5, 18] и сверточных [5, 19]. Глав-

ным преимуществом использования первых яв-

ляется наличие у них памяти, благодаря чему 

решение о классе модели принимается не  

по одному текущему измерению признаков,  

а по некоторому участку траектории, предше-

ствовавшему текущему моменту времени [18]. 

В работе [19] задачу классификации воздуш-

ных целей по траекторным признакам пробо-

вали решать с помощью нейросетей глубокого 

обучения сверточного типа. И в этом случае ре-

шение принимается на основании вида трех-

мерного изображения участка траектории. Ос-

новным недостатком нейросетей глубокого 

обучения является их сложность и громозд-

кость, а также проблемы с их обучением. Так, 

простейшие нейросети глубокого обучения со-

стоят из десятков скрытых слоев и включают 

сотни тысяч настраиваемых в процессе обуче-

ния весов [17]. 

В отличие от методов глубокого обучения 

предложенная нейросетевая модель МППР с 

расширенным признаковым пространством го-

раздо проще в обучении и реализации. При 

этом в ней также, хотя и в неявной форме, ис-

пользуется информация не только о текущих, 

но и о предыдущих измерениях траекторных 

параметров, поскольку вычисление статисти-

ческих траекторных признаков происходит  

в скользящем окне. 

Результаты обучения нейросетевой  

модели классификации 

 

Обучение модели проводилось в среде 

MATLAB R2022b с использованием встроен-

ного инструментария Neural Network Toolbox  

и Deep Learning Toolbox. Все вычисления вы-

полнялись на центральном процессоре (CPU) 

без использования графических ускорителей.  

В процессе обучения была зафиксирована точка 

переобучения на 632-й эпохе – момент, когда 

ошибка на валидационной выборке начала воз-

растать, несмотря на продолжающееся умень-

шение ошибки на обучающей выборке. Это по-

служило критерием для досрочной остановки 

обучения и выбора оптимальных весов модели. 

На рисунке 3 представлены матрицы ошибок, 

соответствующие результатам работы класси-

фикатора на обучающей, валидационной и те-

стовой выборках, а также на полном датасете. 

При этом строки матриц соответствуют истин-

ным меткам классов, столбцы – меткам, пред-

сказанным моделью. Главная диагональ отра-

жает число корректно классифицированных 

примеров, элементы вне диагонали – случаи 

переклассификации. 

В целом по всем подвыборкам наблюдается 

высокая степень концентрации значений вдоль 

главной диагонали, что свидетельствует о вы-

сокой селективности классификатора и устой-

чивости к ошибкам распознавания. Макси-

мальные показатели точности достигнуты для 

классов с четко выраженными динамическими 

характеристиками, например, самолеты, верто-

леты, ракеты. Незначительное снижение точ-

ности наблюдается в областях, где классы де-

монстрируют схожее поведение по ряду при-

знаков, в частности, между БПЛА и птицами, 

что обусловлено их близостью в статистиче-

ском и кинематическом пространствах. Однако 

даже в этих случаях корректная классификация 

сохраняется на уровне выше 95 %, что подтвер-

ждает эффективность предложенного подхода 

к формированию признакового описания. 

По результатам тестирования на полностью 

независимой выборке, в которую были вклю-

чены траектории всех типов реальных целей, 

не использованных в обучающей, валидацион-

ной и тестовой выборках, модель так же пока-

зала точность классификации около 96 %. Вы-

сокие значения метрик точности и F1-меры 

были устойчиво достигнуты при различных 

особенностях реальных данных, включая ча-

стичное зашумление и вариативность длины 

траекторий. 
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Апостериорный анализ значимости  

признаков 

 

С целью интерпретации вкладов отдельных 

классификационных признаков в принимае-

мые моделью решения был проведен анализ их 

значимости на основе модифицированного ме-

тода Гарсона [20]. Данный метод позволяет оце- 

нить относительное влияние признаков в мно-

гослойном перцептроне путем разложения ве-

сов между слоями, что особенно актуально при 

использовании черных ящиков, то есть архи-

тектур, не обладающих прозрачной интерпре-

тацией внутренних зависимостей. 

При этом метод Гарсона [20] был модифи-

цирован с учетом дополнительного скрытого 
слоя в модели МППР (см. рис. 2). В таком слу- 

чае относительное влияние каждого входного 

признака Xi вычисляется через сумму произве-

дений весов между всеми слоями: 
1 2

1 2
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1 1
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1 1 1

,

H H
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j k
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где (1)
ijw  – веса от входного слоя к первому скры-

тому; (2)
jkw  – веса от первого скрытого слоя ко 

второму; 
(3)
kw  – веса от второго скрытого слоя 

к выходному нейрону; H1, H2 – количество 

нейронов в первом и втором скрытом слое со-

ответственно; I = 14 – число входных признаков; 
RIi  – относительная важность i-го признака. 

 
 

Рис. 3. Матрицы ошибок по результатам обучения и работы предлагаемой нейросетевой  

модели МППР: 1 – самолет, 2 – вертолет, 3 – БПЛА, 4 – наземная цель, 5 – ракета, 6 – птица 
 

Fig. 3. Confusion matrices from training and testing of the proposed MLP neural network model:  

1 – aircraft, 2 – helicopter, 3 – UAV, 4 – ground target, 5 – missile, 6 – bird 
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Расчет выполнен по финальной обученной 

модели после стабилизации метрик точности  

и F1-меры на независимой выборке. Получен-

ные значения были нормированы и представ-

лены в виде диаграммы (рис. 4). 

Номера входных классификационных при-

знаков на рисунке 4 соответствуют номерам из 

структуры признакового пространства.  

Результаты анализа показали, что наиболь-

ший вклад в принятие решений нейросетью 

вносили следующие признаки: полная и ради-

альная скорости, горизонтальная составляю-

щая скорости, высота, ЭПР, СКО вертикальной 

составляющей ускорения. 

Менее значимыми признаками оказались: 

полное ускорение, СКО горизонтальной скоро-

сти и ускорения. Самое слабое влияние на  

результат продемонстрировали вертикальные  

составляющие скорости и ускорения, а также 

горизонтальная составляющая ускорения. При 

этом, согласно методу Гарсона, такие признаки 

не являются бесполезными – они могут обла-

дать дополнительной различающей способно-

стью в отдельных специфических сценариях, 

при наличии шумов, нестандартных траекто-

рий или при атипичном поведении объекта.  

В связи с этим рекомендуется сохранять даже 

слабые признаки в составе признакового про-

странства, особенно при эксплуатации систе- 

мы в непредсказуемых и быстро меняющихся 

условиях. 

 

Обсуждение и анализ результатов 

 

Применение нейросетевого классификатора 

на основе многослойного перцептрона обеспе-

чивает высокую точность распознавания воз-

душных объектов различных классов. При 

этом ключевым фактором, определившим эф-

фективность предлагаемого подхода, стало 

расширение признакового пространства за счет 

включения не только классических кинемати-

ческих параметров и амплитудного признака, 

но и нетрадиционных (дальность, радиальная 

скорость, составляющие скорости и ускорения) 

и статистических характеристик, рассчитан-

ных в скользящем временном окне. 

Проведенное исследование сопровождалось 

полной программной реализацией алоритма 

классификации в среде MATLAB R2022b,  

что сделало удобным отладку, визуализацию  

и контроль параметров обучения. Использова-

ние встроенных средств train, trainlm, а также 

функций визуализации (plotperform, plotcon- 

fusion, confusionchart) позволило эффективно 

отслеживать динамику обучения и метрики ка-

чества модели. Обучение нейросети проводи-

лось на CPU, что подчеркивает доступность 

подхода с точки зрения вычислительных ре-

сурсов. 

В ходе анализа было установлено, что на 

632-й эпохе началось переобучение: ошибка  

на валидационной выборке стала возрастать,  

в то время как ошибка на обучающей продол-

жала снижаться. Этот момент был использован 

для ранней остановки обучения и сохранения 

весов с наилучшей обобщающей способно-

стью. Полученные результаты подтверждают, 

что реализованная архитектура обладает устой- 

чивостью к переобучению при грамотной 

настройке параметров обучения и контроле по 

валидационным метрикам. 

Особое значение при классификации слабоот- 

ражающих объектов, таких как БПЛА и птицы, 

показали признаки, фиксирующие вертикаль-

ную компоненту движения: СКО вертикальной 

скорости и ускорения. Эти параметры позво-

лили отразить различия в динамике стабили- 

зированного (автономного) движения БПЛА  

и нерегулярного поведения птиц, связанного  

с биомеханикой полета. Таким образом, эффек-

тивность классификации обеспечивается за счет 

не столько увеличения объема данных, сколько 

более глубокого и физически обоснованного 

описания структуры движения цели. 

Применение многослойного перцептрона  

в данной задаче оправдано по ряду причин. Во-

первых, модель МППР обладает достаточной 

аппроксимирующей способностью для выявле-

ния сложных нелинейных зависимостей между 

признаками, включая коррелированные и ча- 

 
 

Рис. 4. Диаграмма значимости  

классификационных признаков, полученная 

по методу Гарсона 
 

Fig. 4. Feature importance diagram obtained 

using the Garson method 
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стично избыточные параметры. Во-вторых,  

в отличие от традиционных методов машин-

ного обучения, таких как опорные векторы, ре-

шающие деревья или случайные леса, модель 

МППР способна эффективно обрабатывать 

признаки, распределенные по различным физи-

ческим шкалам и подверженные флуктуациям. 

При этом по сравнению с более сложными ар-

хитектурами глубокого обучения (например, 

LSTM, GRU или сверточные сети) многослой-

ный перцептрон демонстрирует лучшую устой- 

чивость к переобучению при ограниченном 

объеме обучающей выборки и характеризуется 

существенно меньшими вычислительными тре- 

бованиями, что критически важно для задач, 

реализуемых в реальном времени. 

Интерпретируемость модели, достигаемая  

с помощью модифицированного алгоритма 

Гарсона, представляет собой дополнительное 

преимущество. Полученные оценки значимо-

сти признаков подтверждают, что вклад в клас-

сификацию распределен неравномерно, а наи- 

большую дискриминационную способность 

обеспечивает лишь часть из них. Однако даже 

признаки с низкой относительной значимо-

стью не являются избыточными. В условиях 

нестабильного поведения целей и флуктуаций 

траекторий они обеспечивают дополнительную 

устойчивость распознавания, что подтвержда- 

ет целесообразность сохранения всех элемен-

тов признакового пространства.  

Дополнительным фактором повышения точ- 

ности распознавания стало использование для 

обучения составной обучающей выборки,  

полученной из реальных и аугментированных 

траекторий, а также суррогатных значений, 

сгенерированных с использованием статисти-

ческих моделей. Это решение позволило ком-

пенсировать нехватку траекторий для редких 

сценариев и обеспечить более полное покры-

тие возможных вариантов поведения целей.  

В совокупности такие меры обеспечили итого-

вую точность классификации на уровне 96–98 %, 

что существенно превышает показатели, харак-

терные для большинства ранее опубликован-

ных подходов к траекторному распознаванию. 

В долгосрочной перспективе наибольшую 

эффективность, вероятно, покажут гибридные 

системы, объединяющие траекторные, ампли-

тудные и спектральные признаки в рамках еди- 

ного классификационного контура. Форми- 

рование таких мультипризнаковых архитектур 

представляется логичным этапом дальнейшего 

развития, однако их построение требует от- 

дельного теоретико-прикладного исследова-

ния и выходит за рамки настоящей работы. 

 

Заключение 

 

В настоящем исследовании предложен под-

ход к автоматической классификации целей по 

радиолокационным данным, основанный на 

анализе траекторных признаков и применении 

нейросетевой модели типа многослойного пер-

цептрона. Сформировано расширенное призна-

ковое пространство, включающее кинематиче-

ские, статистические и амплитудные характе-

ристики. 

Экспериментальные результаты подтвер-

дили высокую эффективность разработанного 

метода: достигнута точность классификации на 

уровне 96 % при тестировании на реальных  

и синтетических траекториях. Использование 

статистических признаков, особенно СКО вер-

тикальной скорости и ускорения, существенно 

повысило селективность алгоритма. Метод про- 

демонстрировал устойчивость к шумам, дисба-

лансу классов и неполному описанию объектов. 

Проведенный анализ важности признаков 

показал, что ключевой вклад вносят парамет- 

ры, характеризующие пространственную ди-

намику целей, тогда как амплитудные призна- 

ки (например, ЭПР) играют вспомогательную 

роль. 

Перспективными направлениями дальней-

ших исследований являются: расширение на- 

бора траекторных признаков с учетом времен-

ных и интегральных характеристик, адаптация 

архитектуры нейросети к условиям онлайн-об-

работки данных, исследование методов само-

настройки модели под изменяющиеся условия 

радиолокационной обстановки, применение 

ансамблей нейросетевых моделей для повыше-

ния устойчивости в неопределенной среде. 

Результаты работы подтверждают целесо-

образность использования нейросетевых под-

ходов в системах радиолокационного распо-

знавания объектов и могут быть положены  

в основу прикладных решений для РЛС нового 

поколения. 
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overlap between objects of different physical nature. Special emphasis is placed on detecting of small-sized and low-re-

flectivity targets possessing small radar cross-sections, including unmanned aerial vehicles and birds. The authors propose 

an approach using a feedforward multilayer perceptron neural network classifier. This network trains on an expanded fea-

ture space that includes kinematic, statistical, and amplitude characteristics. To enhance the model's generalization capa-

bility, the authors employed a combined training dataset containing real trajectories, synthetically generated data using 

augmentation methods, and statistical modeling results. Statistical features were calculated within a sliding time window. 

Testing demonstrated a classification accuracy of 96%. Empirical evaluation confirmed the model's robustness to noise and 

trajectory data variability. The authors conducted a comprehensive feature significance analysis. During network design, 

an a priori assessment of feature informativeness. After training, they implemented a posteriori analysis of feature contri-

butions using a modified Garson's algorithm. The obtained results justify a minimal and physically interpretable feature 

set. The obtained results justify maximum model selectivity within acceptable computational complexity. All stages of 

model construction, feature space formation, and training were implemented in the MATLAB environment using the Neural 

Network Toolbox, Deep Learning Toolbox, and Signal Processing Toolbox. This approach ensured reproducibility, adapt-

ability, and technical applicability of the developed solution. The practical significance of this work lies in the ability to 

integrate the developed algorithm into existing radar systems without major hardware modifications, making this approach 

relevant for adaptive recognition tasks in real-time operational environments. 

Keywords: neural network model, classification, pulse-Doppler radar, artificial intelligence, automatic recognition, machine 

learning, software implementation, MATLAB 
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